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基于天牛群算法优化 ＳＶＭ 的磨煤机故障诊断∗
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(上海电力大学 自动化工程学院ꎬ上海 ２０００９０)

摘要:在最小二乘支持向量机基础上建立磨煤机的故障诊断模型ꎬ采用该模型进行故障诊断时ꎬ支持向量机受到核函数参数和惩罚

因子的影响较大ꎬ针对这一问题ꎬ采用天牛群(ＢＳＯ)算法对模型参数进行优化ꎬ提出了一种基于支持向量机(ＳＶＭ)的磨煤机故障诊

断方法ꎮ 首先ꎬ通过引进天牛须搜索策略ꎬ对粒子群算法的位置更新规则进行了改进ꎻ然后ꎬ通过偏互信息方法对故障特征进行了

筛选ꎬ结合某电厂实测数据ꎬ利用改进的算法对支持向量机核函数参数和惩罚因子进行了优化ꎻ最后ꎬ分别使用天牛群算法优化支

持向量机模型(ＢＳＯ￣ＳＶＭ)、粒子群算法优化支持向量机模型(ＰＳＯ￣ＳＶＭ)、遗传算法优化支持向量机(ＧＡ￣ＳＶＭ)模型和支持向量机

模型对磨煤机进行了故障诊断ꎬ并将其与实际故障类型进行了对比ꎻ对 ４ 个模型分别添加了不同级别的噪声干扰ꎬ并测试了模型的

稳定性ꎮ 研究结果表明:ＢＳＯ￣ＳＶＭ模型的分类准确率最高ꎬ达到了 ９６. ８８％ ꎻ在 ５ 个级别的噪声干扰下ꎬＢＳＯ￣ＳＶＭ 模型的评价指标

Ｆ１ａｖｅ均能够保持最高水平ꎻ与 ＳＶＭ、ＰＳＯ￣ＳＶＭ、ＧＡ￣ＳＶＭ模型相比ꎬＢＳＯ￣ＳＶＭ可以更稳定、更准确地识别故障ꎬ为磨煤机故障诊断提

供实际参考ꎮ
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０　 引　 言

随着燃煤发电机组的容量不断增大ꎬ电厂辅助设

备变得越来越重要ꎮ 磨煤机一旦发生故障ꎬ不仅会影

响锅炉的燃烧而降低整台机组的生产效率ꎬ而且会对

其他设备以及生产工作人员的安全造成威胁ꎮ
孙栓柱等人[１]研究了磨煤机早期故障诊断方法ꎬ同

时指出ꎬ在故障早期发现并诊断出磨煤机的故障ꎬ并让现

场工作人员及时采取应对措施ꎬ具有非常重要的意义ꎮ
目前ꎬ故障诊断方法主要分为两大类ꎬ分别是基于

模型的诊断方法和基于历史运行数据的诊断方法ꎮ
其中ꎬ基于模型的故障诊断方法需要先分析研究

对象的机理ꎬ建立其数学模型ꎮ 由于磨煤机工作时的

机理过程非常复杂ꎬ很难获得准确的数学模型ꎬ故该方

法的操作难度比较大ꎮ
而基于数据驱动的故障诊断方法主要是通过使用

正常数据与历史异常数据对算法模型进行训练ꎬ模型

对各种故障数据与正常数据自主学习分类ꎬ从而达到

故障诊断的目的ꎮ
肖黎等人[２]研究了 ＤＢＳＣＡＮ 聚类方法ꎬ将历史数

据分为正常数据与故障数据ꎬ建立了基于随机森林方

法的磨煤机故障预警模型ꎻ该方法虽可以准确地标记

磨煤机不同故障的发展阶段ꎬ但是在数据量不足和低

维特征情况下ꎬ采用随机森林模型得到的分类结果不

够理想ꎮ 任梦祎等人[３]研究了采用马氏距离对故障

特征进行预处理的方法ꎬ并基于过程记忆矩阵建立了

非线性状态估计的磨煤机故障诊断模型ꎻ该方法虽在

一定程度上提高了模型诊断的效率ꎬ但是很难用数学

语言对实际故障进行描述ꎬ在工程上实现起来比较难ꎮ
费树岷等人[４]对基于概率神经网络建立磨煤机故障

分类器进行了研究ꎬ在数据处理阶段利用粗糙集对诊

断参数的属性进行了筛选ꎬ所建立的模型能够在一定

程度上提高分类的速度与精度ꎻ该方法虽取得了一定

的效果ꎬ但是仍然存在一定的局限性ꎬ如神经网络的训

练函数与网络层数选取不当ꎬ会导致其陷入局部最优

问题ꎬ而在样本数据不够充足的情况下ꎬ又会出现过拟

合现象ꎮ
刘定平等人[５]在最小二乘支持向量机的基础上

建立了中速磨煤机的故障诊断模型ꎬ并且利用核主元

分析方法对模型的训练参数进行了预处理ꎬ筛选出了

和故障关联度最大的样本特征ꎮ 将核主元分析方法与

最小二乘支持向量机结合ꎬ可以有效地减少训练算法

的输入特征数量ꎬ同时还可以利用支持向量机的非线

性映射特点ꎬ在小样本情况下也可以很好地解决传统

算法在学习过程中的过拟合问题ꎮ 该模型能够在一定

程度上满足诊断精度的要求ꎬ但是ꎬ由于支持向量机的

诊断精度受到参数影响比较大ꎬ参数选取不当时ꎬ容易

出现误诊断现象ꎮ
针对这一问题ꎬ笔者构建基于支持向量机的磨煤

机故障诊断模型ꎬ并采用天牛群算法对模型参数中的

惩罚因子 Ｃ 和核函数参数 δ 进行优化ꎬ最终建立 ＢＳＯ￣
ＳＶＭ分类器ꎬ用该分类器诊断磨煤机故障ꎮ

１　 支持向量机与天牛群算法

１. １　 支持向量机

支持向量机(ＳＶＭ)是由 ＶＡＰＩＣＫ Ｖ Ｎ[６]、ＬＩ Ｈｕａ￣
ｑｉｎｇ[７]等人在 ２０ 世纪 ９０ 年代提出的ꎬ以统计学习理

论为基础发展而来的一种新型机器学习方法ꎮ ＳＶＭ
具有训练时间短、模型精度高、训练样本少等优点ꎮ

ＳＶＭ的原理是将输入数据通过核函数映射到高

维空间进行分类ꎬ得到最大的分类间隙ꎬ然后映射回原

空间ꎬ最后会得到分类函数:

ｆ(ｘ) ＝ ｓｉｇｎ(∑
ｎ

ｉ ＝ １
θｉｙｉＫ(ｘ􀅰ｘｉ) ＋ ｂ) (１)

式中:θｉ ―拉格朗日乘子ꎻｂ ―根据训练样本确定的阈

值ꎻＣ ―惩罚因子ꎻＫ(ｘ􀅰ｘｉ)―核函数ꎮ
核函数的表达式为:

Ｋ(ｘ􀅰ｘｉ) ＝ ｅｘｐ －
‖ｘｉ － ｘ ｊ‖２

２δ２
æ

è
ç

ö

ø
÷ (２)

式中:δ ―核函数参数ꎮ
ＳＶＭ算法的具体步骤为:
(１)设置训练集 Ｍ ＝ {(Ｘ１ꎬＹ１)ꎬ(Ｘ２ꎬＹ２)􀆺(Ｘｎꎬ

Ｙｎ)}ꎬＸ ｉ∈ＲｎꎬＹｉ∈{ －１ꎬ１}ꎮ
(２)选取适当的核函数 Ｋ( ｘ􀅰ｘ ｊ)和惩罚参数 Ｃꎬ

构造并求解其最优化问题:

ｍｉｎ １２∑
ｎ

ｉ ＝ １
∑

ｎ

ｊ ＝ １
θｉθ ｊｙｉｙ ｊＫ(ｘｉ􀅰ｘ ｊ) －∑

ｎ

ｉ ＝ １
Ｘ ｉθｉ (３)

ｓ. ｔ　 ∑
ｎ

ｉ ＝ １
θｉｙｉ ＝ ０ꎬ０ < θｉ < ｃꎬｉ ＝ １ꎬ２ꎬ３􀆺Νꎮ (４)

得到最优解 θ∗ ＝ (θ１∗ꎬθ２∗ꎬ􀆺θｎ
∗) Ｔꎮ

(３)选择 θ∗的一个正分量 ０ < θ∗ < ｃꎬ计算 ｂ∗的值:

ｂ∗ ＝ ｙｉ －∑
ｎ

ｉ ＝ １
θ∗ｉ ｙｉＫ(ｘ􀅰ｘｉ) (５)

(４)根据 θ∗和 ｂ∗构造分类函数:

ｆ(ｘ) ＝ ｓｉｇｎ(∑
ｎ

ｉ ＝ １
θｉｙｉＫ(ｘ􀅰ｘｉ) ＋ ｂ) (６)

１. ２　 天牛群算法

天牛群算法是在粒子群优化(ＰＳＯ)算法[８]的基础
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之上ꎬ引入天牛须搜索对其位置更新规则进行改进的

一种算法ꎮ
粒子群算法是一种模仿鸟类觅食的群体算法ꎬ群

体中的个体通过不断更新自己的位置ꎬ然后相互比较

得到最终解ꎬ个体更新取决于位置和速度ꎮ
算法的更新公式为:

Ｖｐ ＝ Ｃ１Ｒ１􀅰(ｐＢｅｓｔｋ － １ － Ｘｋ － １
ｉ ) (７)

ＶＧ ＝ Ｃ２Ｒ２􀅰(ｇＢｅｓｔｋ － １ － Ｘｋ － １
ｉ ) (８)

Ｖｋ
ｉ ＝ ω􀅰Ｖｋ － １

ｉ ＋ Ｖｐ ＋ ＶＧ (９)
Ｘｋ

ｉ ＝ Ｘｋ － １
ｉ ＋ Ｖｋ

ｉ (１０)
式中:Ｖｋ

ｉ ―第 Ｋ 代种群的第 ｉ 个粒子的速度ꎻＣ１ꎬＣ２ ―
学习因子ꎬ表示对粒子最优解的重视程度ꎻＲ１ꎬＲ２ ―随

机数ꎻ ｐＢｅｓｔｋ － １ ―第 Ｋ － １ 代种群的历史最优解ꎻ
ｇＢｅｓｔｋ － １―全局最优解ꎮ

ＰＳＯ算法收敛速度快ꎬ编程比较简单ꎬ因此被广泛

用于各类参数优化ꎮ 但是 ＰＳＯ 算法的群体会受到单

个粒子的影响ꎬ从而忽略对粒子本身的判断ꎬ导致全局

搜索能力较差ꎬ有陷入局部最优解的缺陷ꎬ这使得其分

类精度达不到最理想的状态ꎮ
为解决这个问题ꎬ笔者引入天牛须搜索策略[９ꎬ１０]ꎬ

利用天牛须搜索对粒子群算法的更新规则进行了改

进ꎬ构建了 ＢＳＯ￣ＳＶＭ故障分类模型ꎮ
天牛须搜索过程如下:
(１)随机生成方向向量ꎬ并标准化:

ｂ
→
＝ ｒａｎｄｓ(Ｄꎬ１)
‖ｒａｎｄｓ(Ｄꎬ１)‖ (１１)

式中:Ｄ ―空间维度ꎻｒａｎｄｓ ―随机函数ꎮ
(２)计算左、右须坐标:

Ｘｒ ＝ Ｘｋ ＋ ｄｋ􀅰ｂ
→

(１２)

Ｘ ｌ ＝ Ｘｋ － ｄｋ􀅰ｂ
→

(１３)
式中:Ｘｋ ― ｋ 时刻天牛的位置ꎻｄｋ ― ｋ 时刻质心到须

的距离ꎮ
(３)计算下一个时刻位置天牛的位置:

Ｘｋ ＋ １ ＝ Ｘｋ ＋ δｋ ｂ
→
􀅰ｓｉｇｎ( ｆ(Ｘｒ) － ｆ(Ｘ ｌ)) (１４)

式中:δｋ ― ｋ 时刻的步长ꎻｆ ―适应度函数ꎻｓｉｇｎ()―符

号函数ꎮ
(４)步长与搜索距离更新:

δｋ ＋ １ ＝ γ􀅰δｋ (１５)

ｄｋ ＋ １ ＝ δ
ｋ

ｃ３
(１６)

式中:γ ―人为设定的衰减系数ꎻＣ３ ―人为设定的变

距离系数ꎮ
笔者将天牛须搜索中的位置更新策略引入到粒子

群算法的粒子更新规则中ꎬ新的更新规则为:

Ｖｂｉ ＝ － δｔ ｂ
→
􀅰ｓｉｇｎ( ｆ(Ｘｒ) － ｆ(Ｘ ｌ)) (１７)

Ｖｋ
ｉ ＝ ω􀅰Ｖｋ － １

ｉ ＋ Ｖｐ ＋ ＶＧ ＋ Ｃ３Ｒ３􀅰Ｖｉ
ｂ (１８)

Ｘｋ
ｉ ＝ Ｘｋ － １

ｉ ＋ Ｖｋ
ｉ (１９)

式中:Ｖｂｉ ―天牛群算法的速度更新率ꎮ
在粒子群算法的基础上ꎬ笔者改变其位置更新规

则ꎬ其余规则与原算法保持一致ꎮ 在新的规则下ꎬ粒子

的位置更新不仅仅依赖历史最优解和当前全局最优

解ꎬ还包括了粒子速度更新率ꎮ
改进的算法先对左须和右须位置进行比较ꎬ再决

定群体的更新ꎬ尝试克服局部最优解问题ꎮ

１. ３　 ＢＳＯ￣ＳＶＭ 算法流程

ＳＶＭ模型的惩罚因子 Ｃ 和核函数参数 δ 对分类

精度有很大的影响[１１￣１３]ꎮ 笔者利用改进的粒子群算

法对 ＳＶＭ参数进行优化ꎬ把 ＳＶＭ 分类准确率作为适

应度函数ꎬ再将得到的最优解赋值给 ＳＶＭ 模型ꎬ达到

对样本进行分类的目的ꎮ
ＢＳＯ￣ＳＶＭ诊断模型流程图如图 １ 所示ꎮ

图 １　 ＢＳＯ￣ＳＶＭ诊断模型流程图

算法的具体实现过程如下:
(１)ＢＳＯ参数初始化ꎬ包括种群的数量、最大进化

次数、惩罚因子 Ｃ 和核函数参数 δ 的上下界等ꎮ 随机

产生初始粒子和速度ꎬ计算初始粒子的适应度值ꎻ
(２)判断终止条件是否满足ꎬ不满足则进入迭代

部分ꎬ通过计算天牛左须值和右须值ꎬ再结合公式(１７)
生成速度更新规则ꎬ利用式(７ꎬ８ꎬ１８)对粒子的速度进行

更新ꎻ利用式(１９)对粒子的下一个位置进行更新ꎻ
(３)计算适应度值ꎬ更新个体最优值以及群体最

优值ꎮ 判断迭代是否结束ꎬ若结束ꎬ将最终得到的参数
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进行赋值ꎬ并用最优解训练 ＳＶＭ模型ꎮ

２　 磨煤机故障分析

由于工作环境比较恶劣ꎬ磨煤机容易发生故障ꎮ
磨煤机的故障主要分为两种ꎬ即设备故障和工艺故障ꎮ
(１)设备故障主要包括磨煤机振动、磨煤机漏粉、主轴

承过热、一次分管堵塞、磨煤机出力不足、磨煤机自燃、
静压轴承油压异常ꎻ(２)工艺故障主要包括磨煤机满

煤与磨煤机断煤[１４]ꎮ 这些故障中有些是可测故障ꎬ而
有些是没有测点参数的故障ꎮ

笔者将对几种有测点参数的故障进行分类ꎬ分别

是磨煤机断煤ꎬ磨煤机堵煤和磨煤机自燃ꎮ

２. １　 磨煤机断煤

当给煤管和一次风管发生堵塞、一次风量太小的

时候ꎬ容易发生断煤的情况ꎮ 由于给煤管堵塞ꎬ磨煤机

的进煤量会减少ꎬ磨煤机里面的煤量过少导致剩余的

煤没有办法吸收大量的热能ꎬ使得磨煤机出口温度升

高ꎮ 为了降低出口温度ꎬ在运行的过程中ꎬ一般会增大

冷风门开度ꎬ同时减小热风门开度ꎮ 此时磨煤机断煤ꎬ
导致功耗下降ꎮ 但是给煤机的转速有可能会偏高导致

排粉机的功耗上升ꎮ
磨煤机断煤如图 ２ 所示ꎮ

图 ２　 磨煤机断煤

２. ２　 磨煤机堵煤

当风量和煤量的比例失调的时候ꎬ如风量偏小或

者煤量偏大ꎬ磨煤机里面的煤量会产生剩余ꎬ导致煤粉

堆积ꎬ如果一次风没有办法及时将煤粉吹出磨煤机ꎬ就
会产生磨煤机堵煤现象ꎮ 如果原煤的水分含量较大ꎬ
无法通过一次风使其彻底干燥ꎬ这种情况也会造成煤

粉堆积ꎬ导致磨煤机堵煤ꎮ 出现堵煤情况时ꎬ磨煤机的

出口温度和出口粉流量会下降ꎻ磨煤机的电流会在效

率下降时轻微上升ꎬ但是在堵煤情况比较严重的时候

开始下降ꎮ
磨煤机堵煤如图 ３ 所示ꎮ

图 ３　 磨煤机堵煤

２. ３　 磨煤机自燃

磨煤机的出口温度升高到一定程度时ꎬ会导致磨

煤机自燃ꎮ 由前面的介绍可知ꎬ磨煤机发生断煤情况

的时候会使得磨煤机出口温度上升ꎻ在磨煤机启停阶

段ꎬ如果没有将磨煤机吹扫彻底ꎬ里面的积粉也可能会

自燃ꎻ送入磨煤机的煤水分含量过低ꎬ煤粉无法吸收一

次风送来的多余热量ꎬ磨煤机出口温度升高从而引起

煤自燃ꎮ 磨煤机发生自燃现象时ꎬ一次风的流量会降

低ꎬ同时磨煤机的出入口风压降低ꎮ
磨煤机自燃如图 ４ 所示ꎮ

图 ４　 磨煤机自燃
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２. ４　 故障特征选择

考虑到各个故障特征之间可能存在一定的耦合关

系ꎬ而非彼此独立ꎮ 笔者利用偏互信息方法[１５]对 ７ 个

故障特征进行筛选ꎬ分别为磨煤机电流、一次风差压、
热风门开度、冷风门开度、煤粉流量、磨煤机出口温度、
排粉机电流ꎬ并分别用 ｔ１、ｔ２、ｔ３、ｔ４、ｔ５、ｔ６、ｔ７ 表示ꎮ

对于多输入系统ꎬ输入变量为 ＸꎬＹꎬ输出变量为

Ｚꎮ 当变量 Ｙ 中包含变量 Ｘ 的信息时ꎬ需要将 Ｙ 中 Ｘ
相关的信息剔除ꎬ公式为:

ｆ(ｘ) ＝ １
ｎ( ２πｈ) ｄ ｜ ∑ ｜

∑
ｎ

ｉ ＝ １
ｅｘｐ － ‖ｘ － ｘｉ‖

２ｈ２
æ

è
ç

ö

ø
÷

(２０)

ｈ ＝ １
ｎ(ｄ ＋ ２)[ ]

１
ｄ ＋ ４

(２１)

式中:ｎ ―样本个数ꎻｄ ― ｘ 维度ꎻｈ ―核函数宽度ꎻ∑
― Ｘ 的协方差矩阵ꎮ

ｍＹ(ｘ)计算公式如下:

ｍＹ(ｘ) ＝ Ｆ(ｙ ｜ Ｘ ＝ ｘ) ＝
∑

ｎ

ｉ ＝ １
ｙｉ ｆ(ｘ)

∑
ｎ

ｉ ＝ １
ｆ(ｘ)

(２２)

剔除 Ｘ 相关信息后的 Ｙ 和 Ｚ 记为 ｕ 和 ｖ:
ｕ ＝ Ｙ －ｍＹ(ｘ) (２３)
ｖ ＝ Ｚ －ｍＺ(ｘ) (２４)

则 Ｙ 和 Ｚ 之间的偏互信息计算公式为:
ＰＭＩ(ＹꎬＺ) ＝ Ｉ(ｕꎬｖ) (２５)

Ｉ(ｕꎬｖ) ＝ １ｎ∑
ｎ

ｉ ＝ １
ｌｏｇ ｆ(ｕｉꎬｖｉ)

ｆ(ｕｉ) ｆ(ｖｉ)
[ ] (２６)

输入与输出之间的偏互信息越大表示其相关性越

强ꎮ ＰＭＩ算法筛选特征的步骤为:
(１)令最佳变量集 Ｓ 为空集ꎻ
(２)当输入变量不为空集时ꎬ计算 ｕ 值与 ｖ 值ꎻ
(３)计算 ＰＭＩ值ꎬ将使其最大的变量进行排序ꎻ
(４)组成最佳变量候选集合 Ｃꎻ
(５)计算 ＡＩＣ 值ꎬ当其减小时ꎬ将对应变量放入最

佳变量集合 Ｓꎬ并返回第(２)步ꎮ
ＡＩＣ 值计算公式如下:

ＡＩＣ ＝ ｎｌｎ １ｎ∑
ｎ

ｉ ＝ １
ｕ２ｉæ

è
ç

ö

ø
÷ ＋ ２ｑ (２７)

式中:ｑ ―选择的变量个数ꎮ
当 ＡＩＣ 第一个极小值出现时ꎬ最佳变量集合筛选

结束ꎮ
通过 ＰＭＩ 变量选择ꎬ得到最佳变量候选集合为

{ ｔ６、ｔ１、ｔ２、ｔ４、ｔ５、ｔ７、ｔ３}ꎬ特征选择如图 ５ 所示ꎮ

图 ５　 特征选择

从图 ５ 可以看出ꎬ当选择 ３ 个变量时ꎬＡＩＣ 值达到

最小ꎮ
根据算法规则ꎬ选择最佳变量候选集合中的前 ３

个ꎬ即{ ｔ６、ｔ１、ｔ２} ＝ {磨煤机出口温度ꎬ磨煤机电流ꎬ一
次风压差}ꎮ

３　 实验及结果分析

３. １　 实验数据准备

笔者选择磨煤机出口温度、磨煤机电流、一次风差

压 ３ 个变量作为算法模型的输入特征ꎬ分别用 ｎ１、ｎ２、
ｎ３ 来表示 ３ 个特征ꎮ

实验数据信息如表 １ 所示ꎮ
表 １　 实验数据信息

样本
分类标签

１ ２ ３ ４
训练集 １７６ １７６ １７６ １７６
测试集 ４４ ４４ ４４ ４４

　 　 ８８０ 个实验样本ꎬ每一类故障 ２２０ 个样本ꎬ笔者将

其中各类故障样本的前 １７６ 个样本作为训练集ꎬ后 ４４
个样本作为测试集ꎻ以分类器的分类准确率作为遗传

算法(ＧＡ)、粒子群算法(ＰＳＯ)与天牛须算法(ＢＳＯ)的
适应度函数ꎮ

属性矩阵有 ８８０ 行ꎬ表示 ８８０ 个样本ꎻ列数有 ４
列ꎬ表示有 ４ 个属性ꎮ 模型的输入是 ｎ１、ｎ２、ｎ３ 代表的

故障特征ꎬ在模型输出中分别用 １、２、３、４ 对正常状态

和磨煤机断煤、磨煤机堵煤、煤自燃 ４ 个状态属性进行

标记ꎬ称之为故障标签ꎮ
在故障诊断第一阶段ꎬ笔者使用 ６０４ 组带有故障

标签的数据训练分类器ꎻ在第二阶段ꎬ使用不带故障标

签的 １７６ 个样本对分类器进行检验ꎬ即假设故障类型

未知的情况下ꎬ将 １７６ 个样本作为算法模型的输入ꎬ通
过模型分类将样本划分成 ４ 种类型的状态ꎬ分别是正

常状态和磨煤机断煤状态、磨煤机堵煤状态、磨自燃

状态ꎮ
模型参数设置如表 ２ 所示ꎮ
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表 ２　 模型参数设置

算法参数 ＢＳＯ
种群数量 ２０

最大迭代次数 ２００
搜索维度 ２
学习因子 Ｃ１ ＝ ０. ５ꎬＣ２ ＝ ２ꎬＣ３ ＝ ３

学习因子更新

Ｃ１ ＝ ０. ５ ＋ ２∗ｋ / ｋｍａｘ
Ｃ２ ＝ ２ － ２∗ｋ / ｋｍａｘ
Ｃ３ ＝ ３ ＋ ２∗ｋ / ｋｍａｘ

惯性权重 ｗ ＝ ０. ９
惯性权重更新 Ｗ ＝ ０. ９ － ０. ５∗ｋ / ｋｍａｘ

　 　 ＰＳＯ与 ＢＳＯ的初始参数设置大致相同ꎬ种群数量

为 ２０ꎻ种群迭代次数上限 Ｋｍａｘ为 ２００ꎻ搜索维度是 ２ꎻ权
重设置为 ０. ９ꎻＰＳＯ 的学习因子 Ｃ１ ＝ ０. ５ꎬＣ２ ＝ ２ꎻＢＳＯ
的学习因子 Ｃ１ ＝ ０. ５ꎬＣ２ ＝ ２ꎬＣ３ ＝ ３ꎻ惩罚因子 Ｃ 变化

上限为 １００ꎬ下限设置为 ０. １ꎻ核函数参数 δ 变化上限

为 １ ０００ꎬ下限为 ０. ０１ꎮ

３. ２　 模型评价指标

为了能够充分地体现算法的分类效果ꎬ考虑到此

处建立的是多分类模型ꎬ故笔者选择宏平均后的准确

率(Ａｃｃａｖｅ)、精确率(Ｐｒｅａｖｅ)、召回率(Ｒｅｃａｖｅ)、Ｆ１ － ｓｃｏｒｅ
(Ｆ１ａｖｅ)４ 个指标作为模型的评价标准ꎮ

各个指标的定义为:

Ａｃｃａｖｅ ＝
∑

ｎ

ｉ ＝ １
(ＴＰ ｉ ＋ ＴＮｉ)

ｎｕｍｂｅｒ (２８)

Ｒｅｃａｖｅ ＝ １ｎ∑
ｎ

ｉ ＝ １

ＴＰ ｉ

ＴＰ ｉ ＋ ＦＮｉ
(２９)

Ｐｒｅａｖｅ ＝ １ｎ∑
ｎ

ｉ ＝ １

ＴＰ ｉ

ＴＰ ｉ ＋ ＦＰ ｉ
(３０)

Ｆ１ａｖｅ ＝ １ｎ∑
ｎ

ｉ ＝ １

２Ｐｒｅｉ􀅰Ｒｅｃｉ
Ｐｒｅｉ ＋ Ｒｅｃｉ

(３１)

式中:ＴＰ ｉ ―正例(第 ｉ 类标签)的正确分类样本数ꎻ
ＦＮｉ ―负例(除去第 ｉ 类标签)的错误分类样本数ꎻＦＰ ｉ

―正例的错误分类样本数ꎻｎｕｍｂｅｒ ―磨煤机样本总

数ꎻｎ ―磨煤机故障分类的类别数ꎮ

３. ３　 结果分析

为了对模型的分类效果进行对比ꎬ笔者使用同一

数据集ꎬ先分别利用遗传算法(ＧＡ)、粒子群算法(ＰＳＯ)
和天牛群算法(ＢＳＯ)对支持向量机(ＳＶＭ)的核函数参

数 δ 与惩罚因子 Ｃ 进行优化ꎬ接着又将优化参数依次赋

值给 ＳＶＭꎬ得到了 ３ 组组合模型(ＧＡ￣ＳＶＭ、ＰＳＯ￣ＳＶＭ、
ＢＳＯ￣ＳＶＭ)ꎬ最后用 ＳＶＭ、ＧＡ￣ＳＶＭ、ＰＳＯ￣ＳＶＭ、ＢＳＯ￣ＳＶＭ
算法对磨煤机故障多分类模型进行检测ꎮ

迭代曲线如图 ６ 所示ꎮ
从图 ６ 中可以看出:ＧＡ与 ＰＳＯ 提前收敛ꎬ陷入局

图 ６　 迭代曲线

部最优解ꎬ而 ＢＳＯ 虽然进化代数比前面两种算法多ꎬ
但是其最优解是三者中最大的ꎻＢＳＯ 比 ＧＡ 和 ＰＳＯ 准

确率更高ꎬ能够在一定程度上解决传统优化算法在寻

优过程中陷入局部最优解问题ꎮ
参数优化结果如表 ３ 所示ꎮ

表 ３　 参数优化结果

算法模型 ＧＡ ＰＳＯ ＢＳＯ
惩罚因子 Ｃ ２３. ６０ ２. １３ ４７. ３０
核函数参数 δ ４. ５５ １６. １７ ４. １３

　 　 从表 ３ 可以看出ꎬ ＢＳＯ 算法优化结果为 Ｃ ＝
４７. ３０ꎬδ ＝ ４. １３ꎮ

各模型分类结果如图 ７ 所示ꎮ

图 ７　 各模型分类结果
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从 ＢＳＯ￣ＳＶＭ模型的分类结果来看ꎬ图 ７ 上显示有

５ 个样本被错误分类ꎻ其次ꎬＰＳＯ￣ＳＶＭ 模型和 ＧＡ￣ＳＶＭ
可以完成基本分类ꎮ

但是ꎬ在第 ３ 类和第 ４ 类故障中ꎬ这两种模型的识

别不是很准确ꎮ ＰＳＯ￣ＳＶＭ模型分类结果显示ꎬ有 ６ 个

堵煤故障样本被误诊断为煤自燃故障ꎬ并且有 ７ 个煤

自燃故障被误诊断为断煤故障ꎻ而采用默认初始参数

的 ＳＶＭ模型对故障的分类结果较差ꎬ甚至将故障样本

误诊断为正常样本ꎮ
模型评价指标如表 ４ 所示ꎮ

表 ４　 模型评价指标

算法模型 Ｒｅｃａｖｅ Ｐｒｅａｖｅ Ｆ１ａｖｅ Ａｃｃａｖｅ
ＳＶＭ ０. ５５ ０. ７８ ０. ６４ ０. ７８
ＧＡ￣ＳＶＭ ０. ７５ ０. ８７ ０. ８１ ０. ８８
ＰＳＯ￣ＳＶＭ ０. ７４ ０. ８９ ０. ８０ ０. ９０
ＢＳＯ￣ＳＶＭ ０. ９１ ０. ９７ ０. ９４ ０. ９７

　 　 从表 ４ 可以看出:ＳＶＭ 模型使用未优化的初始值

进行故障分类具有一定的随机性ꎬ其分类准确率最低ꎬ
为 ７８. １３％ (如果手动调整惩罚因子和核函数参数也

可以使分类准确率提高ꎬ但是该方法随机性太强ꎬ而且

会耗费大量手动设置的时间)ꎻＢＳＯ￣ＳＶＭ 模型的分类

准确率最高ꎬ为 ９６. ８８％ ꎮ
评价指标折线图如图 ８ 所示ꎮ

图 ８　 评价指标折线图

图 ８ 中ꎬ相比于 ＳＶＭ 模型、ＧＡ￣ＳＶＭ 模型和 ＰＳＯ￣
ＳＶＭ模型ꎬＢＳＯ￣ＳＶＭ 模型的 Ｒｅｃａｖｅ值分别高出 ０. ３６、
０. １６ 和 ０. １７ꎬＦ１ａｖｅ值分别高出 ０. ３０、０. １３ 和 ０. １４ꎮ 该

结果说明ꎬＢＳＯ￣ＳＶＭ 模型不仅有较高的准确率ꎬ还有

较高的稳定性ꎮ

３. ４　 模型抗干扰能力测试

考虑到在电厂实际运行过程中ꎬ传感器工作的环

境比较恶劣ꎬ可能出现测量误差ꎮ 为了验证 ＢＳＯ￣ＳＶＭ
模型在有噪声干扰下的稳定性ꎬ笔者参考传感器误差

标准ꎬ将噪声强度控制在 ５％ ~ １０％ [１６]ꎮ 分别为 １７６
个测试样本添加噪声ꎬ即:

ｙ ＝ ｙ ＋ ｋ􀅰ε􀅰ｒａｎｄ() (３２)

式中:ｙ—测试样本ꎻ ｋ—控制系数ꎻ ε—样本标准差ꎻ
ｒａｎｄ()—随机函数ꎮ

笔者通过改变控制系数来产生不同强度的干扰ꎬ
并以模型的准确度指标 Ａｃｃａｖｅ和评价指标 Ｆ１ａｖｅ值作为

模型稳定性测试指标ꎬ得到模型扰动测试的对比结果ꎬ
如图 ９ 所示ꎮ

图 ９　 模型扰动测试对比

从图 ９ 可以看出:在不同噪声的干扰下ꎬＢＳＯ￣ＳＶＭ
模型的变化最小ꎬ虽然其准确度和 Ｆ１ａｖｅ值在 ５ 类强度

的噪声下有所下降ꎬ但是仍可以在 ４ 个算法模型中保

持最高水平ꎮ
以上结果表明ꎬＢＳＯ￣ＳＶＭ模型不仅可以提高故障

分类的准确度ꎬ而且在算法稳定性方面也表现优秀ꎬ能
够为磨煤机的故障诊断提供一定的参考ꎮ

４　 结束语

采用基于最小二乘支持向量机的磨煤机故障诊断

模型进行故障诊断时ꎬ支持向量机受到核函数参数和

惩罚因子的影响较大ꎬ为此ꎬ笔者通过引入天牛须搜索

策略对粒子群算法寻优过程进行了改进ꎬ解决了粒子

群算法容易陷入局部最优解的问题ꎬ并将天牛群算法

与支持向量机模型相结合ꎬ提出了一种基于 ＢＳＯ￣ＳＶＭ
的磨煤机故障诊断方法ꎻ将该方法应用于磨煤机故障

诊断ꎬ最后将其分别与 ＧＡ￣ＳＶＭ、ＰＳＯ￣ＳＶＭ、ＳＶＭ 进行

了故障诊断结果比较ꎮ
研究结果如下:
(１)通过仿真结果可知ꎬ相比于其他 ３ 种方法ꎬ

ＢＳＯ￣ＳＶＭ分类准确率最高ꎬ能够达到 ９６. ８８％ ꎬ这表明

ＢＳＯ￣ＳＶＭ模型能有效提高故障诊断精度ꎻ
(２)天牛群(ＢＳＯ)模型的全局搜索能力较强ꎬ能

够解决粒子群(ＰＳＯ)算法陷入局部最优解问题ꎻ
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(３)ＢＳＯ￣ＳＶＭ模型的抗干扰能力比较强ꎬ在模拟

传感器误差带来的噪声干扰实验中ꎬ在不同噪声强度

环境下ꎬＢＳＯ￣ＳＶＭ模型的评价指标 Ｆ１ａｖｅ始终能够保持

最高水平ꎮ
由于笔者所使用的数据集是筛选出来的平衡数据

集ꎬ而在实际电厂运行时ꎬ故障数据远远少于正常数

据ꎬ存在大量的不平衡数据ꎮ 在以后的研究中ꎬ笔者将

使用不平衡数据集对模型进行校验ꎬ分析不平衡数据

集对模型分类性能的影响ꎮ
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