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摘要:传统的旋转机械故障诊断方法需要人工提取故障特征ꎬ且该方法受环境噪声的影响较大ꎬ针对这一问题ꎬ提出了一种基于深

度 Ｑ网络强化学习的旋转机械故障诊断模型ꎮ 首先ꎬ以一维故障信号作为模型的输入ꎬ以各故障的故障类型作为当前输入的可选

动作ꎻ然后ꎬ采用基于统计的随机置零方法以提高模型的抗噪能力ꎬ再通过深度学习网络ꎬ有效提取了各故障的故障特征ꎬ拟合了当

前状态动作对的 Ｑ值ꎬ并采用深度 Ｑ学习模型完成了对各个故障类型的识别ꎻ最后ꎬ通过故障模拟试验台及美国西储大学轴承故障

数据进行了模拟实验ꎬ并将该方法与传统机器学习方法ꎬ以及一维卷积神经网络模型进行了比较ꎬ以证明该方法在噪声环境下的优

良表现ꎮ 研究结果表明:在信噪比为 － ４ ｄＢ时ꎬ采用该故障诊断模型对旋转机械故障的识别准确率可以达到 ７８％ ꎻ采用该方法可以

准确、稳定地对旋转机械进行故障诊断ꎮ
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０　 引　 言

随着现代领域生产的发展和科学技术的进步ꎬ机
械设备的复杂度也大大提高ꎮ 因此ꎬ高效的基于状态

的维护( ｃｏｎｄｉｔｉｏｎ￣ｂａｓｅｄ ｍａｉｎｔｅｎａｎｃｅꎬＣＢＭ)方法已成

为现代机械设备维护的发展趋势[１]ꎮ
在工业领域ꎬＣＢＭ思想的应用有效地减少了因机

械故障所造成的经济损失ꎮ 机械装备的重要组成部分

是轴承和齿轮等部件ꎬ而轴承和齿轮对机械设备的工

况有比较大的影响ꎬ因此ꎬ轴承、齿轮的维护成为提高

装备使用寿命的关键之一ꎮ
近年来ꎬ随着人工智能的兴起ꎬ有关于机械设备智

能诊断方面的研究越来越热ꎮ 由于能够处理大量数据

并且进行辨别ꎬ在机械的故障诊断领域ꎬ传统机器学习

和深度学习有着普遍的应用ꎮ 这些方法大多包括两个

部分:(１)提取故障的特征ꎻ(２)对故障状态进行分类ꎮ
鄢仁武等人[２]通过对断路器的小波时频图分析ꎬ

结合卷积神经网络进行了对断路器的故障识别ꎮ 柳青

秀等人[３] 提出了一种基于长短时记忆—自编码

(ＬＳＴＭ￣ＡＥ)神经网络的风电机组性能评估及异常检

测方法ꎬ有效地提高了对风机异常检测的准确性ꎮ 曹

惠玲[４]通过 ＡｄａＢｏｏｓｔ算法及其改进算法的结合ꎬ建立

了一种多分类的 ＡｄａＢｏｏｓｔ算法ꎬ以支持向量机(ＳＶＭ)
为基础分类器ꎬ对航空发动机进行了良好的故障诊断ꎮ
李恒等人[５]利用短时傅里叶变换对振动数据进行了

处理ꎬ得到了时频谱样本ꎬ将其输入卷积神经网络中进

行了学习ꎬ获得了比较好的识别精度和优良的鲁棒性ꎮ
吴春志等人[６]利用原始复合故障数据训练了一维卷

积神经网络(ＣＮＮ)ꎬ使网络有了良好的故障识别效

果ꎻ并探索了不同卷积核及 ＣＮＮ 层数ꎬ对网络精度和

训练速度的影响ꎮ 陈仁祥等人[７]提出了一种基于卷

积神经网络和离散小波变换的滚动轴承故障诊断

方法ꎮ
２０１５ 年 Ｇｏｏｇｌｅ ＤｅｅｐＭｉｎｄ团队[８]成功将深度学习

(ＤＬ)和强化学习(ＲＬ)结合ꎬ并很好地将其应用于游

戏控制中ꎬ掀起了新一轮强化学习的研究高潮ꎮ ＱＩＡＯ
Ｊｕｎ￣ｆｅｉ等人[９]通过应用深度自编码器提取了图片特

征ꎬ并使用 Ｑ学习策略实现了分类的对手写数字的识

别方法ꎬ有效增强了准确性ꎬ并减少了识别运行时间ꎮ
ＭＥＨＲＴＡＳＨ Ｔ[１０]通过使用强化学习来寻找人脸图像

上的特征ꎬ从而完成了对人脸的识别ꎮ
上述方法虽然都在识别精度上有着良好的表现ꎬ

但仍存在下列问题:(１)输入信号多为人工经信号处

理后的特征向量或图片ꎬ这不仅需要比较强的先验知

识ꎬ而且可能造成对原始信号的破坏ꎻ(２)当前所见到

的大多数模型未考虑到参杂噪声信号情况下的故障诊

断ꎬ而在实际生产的复杂环境下难免会有噪声信号ꎬ这
会大大降低模型的诊断精度和鲁棒性ꎻ(３)传统的深

度神经网络多存在局部最小值和过拟合等问题ꎬ使得

模型训练后出现准确率不高且稳定性较差的现象ꎮ
为解决上述问题ꎬ笔者采用一种端到端的故障诊

断方法ꎮ 该方法使用随机置零策略处理过的振动数

据ꎬ用于提高模型对不同噪声的鲁棒性ꎻ通过训练具有

感知能力和决策能力的深度强化学习网络ꎬ提高模型

对不同噪声环境下的故障识别精度ꎬ进而使模型具有

良好的抗噪性能ꎮ

１　 深度强化学习

深度强化学习是将深度学习和强化学习结合的一

种通过智能体与环境不断交互的试错算法ꎮ 深度强化

学习使网络既有感知能力又有决策能力ꎬ形成了一种

更接近人类思维的智能算法ꎮ

１. １　 卷积神经网络

卷积神经网络是一种模仿生物自然视觉认知机

制ꎬ一种采用图像卷积计算的深度学习网络框架ꎮ 典

型的 ＣＮＮ主要由:卷积层、池化层和全连接层构成ꎮ
卷积层采用矩形卷积核与输入信号的局部感受域

进行卷积计算ꎬ使用相同数值权重的卷积核对输入数

据ꎬ并进行扫描ꎬ使其参数得到共享ꎮ
卷积操作的数学模型为:

ｇ( ｉ) ＝Ｗｉ⊗ｘｉ ＋ ｂｉꎬｉ ＝ １ꎬ２ꎬꎬＩ (１)
式中:ｘｉ—当前的输入特征向量ꎻｘｉ ＋ １—卷积计算后的

特征向量ꎻ⊗—卷积运算符号ꎻＷｉ—卷积核的权重ꎻ
ｂｉ—偏置ꎻｉ—第 ｉ 个卷积核ꎮ

完成卷积操作后ꎬ通过激活函数实现非线性变换ꎬ
以提高模型的表达能力ꎮ 其表达式为:

ｙｉ ＝ ｆ(ｇ( ｉ))ꎬｉ ＝ １ꎬ２ꎬꎬＩ (２)
式中:ｙｉ—激活层输出后的特征ꎻｆ()—激活函数ꎮ

卷积运算后特征向量的数量会有较大的增加ꎬ虽
然可以提高特征提取能力ꎬ但同时也会出现维数过大

的问题ꎬ增加输出的维度ꎮ 而池化层可以有效地减少

参数的数量ꎬ池化操作可以有效地保留特征信息ꎬ同时

降低特征向量的尺寸维度ꎮ
ＣＮＮ中应用最多的是最大池化ꎬ其表达式为:

Ｐ ｌ
ｉ( ｊ) ＝ ｍａｘ

( ｊ － １)ｗ < ｔ < ｊｗ
{ｑｌ

ｉ( ｔ)} (３)

式中:ｑｌ
ｉ( ｔ)—第 ｌ 层中ꎬ第 ｉ 个特征向量的第 ｔ 个神经

单元ꎻｗ—卷积核的大小ꎻｊ—第 ｊ 个池化核ꎮ
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１. ２　 马尔可夫决策过程

马尔可夫决策过程一般用来描述强化学习任务ꎮ
马尔可夫决策过程包含四元组 < ＳꎬＡꎬｐꎬｒ > ꎬ其中:Ｓ—
状态空间集ꎬｓ—状态空间集中的一个状态ꎬｓ∈ＳꎻＡ—
动作空间集ꎬａ—动作空间集中的一个动作ꎬａ∈Ａꎻｐ—
动作 ａ 被智能体执行后当前时刻状态 ｓ 转化到下一时

刻状态 ｓ′的概率ꎻｒ—动作 Ａ 被智能体执行后当前时刻

状态 ｓ 转化到下一时刻状态 ｓ′所获得的奖励ꎮ
马尔可夫决策过程具有马尔可夫属性ꎬ即当前时

刻下ꎬ环境的反馈只取决于上一时刻的状态和动作ꎬ与
之前更早的时刻没有关联性ꎮ

在本文的故障识别任务中ꎬ状态 ｓ 为一维故障信

号ꎻ动作 ａ 为机械故障的类别:０ꎬ１ꎬ２ꎬꎬＹ － １ꎬ其中:
Ｙ—故障类别数量ꎻ模型识别结果与故障样本类型是否

一致是给予奖励 ｒ 的重要标准ꎬ样本类型与识别结果一

致时 ｒ 取 ＋１ꎬ否则 ｒ 取 － １ꎻ对于状态转移概率 ｐ 而言ꎬ
尽管各个状态之间没有关联ꎬ在网络运行时ꎬ为避免出

现过拟合现象ꎬ会任意打乱训练数据样本ꎬ且使各个训练

数据样本数目均匀分布ꎬ状态转移概率也就成为了 ｐ ＝１ /
Ｙꎻ且 ｓ′只有在动作 ａ 被执行后ꎬ状态 ｓ 以概率 ｐ 转移得

到ꎬ和前一时刻的状态没有关联ꎬ就符合马尔可夫属性ꎮ

１. ３　 策略

强化学习就是为了求解马尔可夫决策过程的最优

策略ꎮ 最优策略可以通过求解最优值函数得到[１１]ꎬ简
而言之ꎬ强化学习的求解最后演化成了优化贝尔曼方

程ꎬ其数学模型为:
Ｒ ｔ ＝ ｒｔ ＋ ｒｒ ＋ １ ＋ ＋ ｒｎ

Ｖ( ｓｔ) ＝ Ｅ[Ｒ ｔ ＋ γ(Ｒ ｔ ＋ １ ＋ γ(Ｒ ｔ ＋ ２))]
Ｖ( ｓｔ) ＝ Ｅ[Ｒ ｔ ＋ γＶ( ｓｔ ＋ １)] (４)

式中:γ—折扣系数ꎬ是介于[０ꎬ１]的常数ꎬγ 的存在可

以保证模型更容易获取长期累计奖励ꎻＲ ｔ—未来累计

奖励ꎻｒ—执行动作后获得的奖励ꎮ 在训练时ꎬ初始化

Ｖ( ｓ) ＝ ０ꎮ
上式展示了当前状态值函数 Ｖ( ｓ)与未来状态值

函数 Ｖ( ｓｔ ＋ １)的递归关系ꎮ 显然上式较关注的是状态ꎬ
但要知道在状态 ｓ 下ꎬ利用某个策略 π 采用动作 ａ 获

取的期望回报ꎬ就有了 Ｑ 函数ꎬ即:

Ｑ( ｓꎬａ) ＝ ｒａｓ ＋ γ∑ ｓ′∈ｓ
ｐａ
ｓｓ′Ｖ( ｓ′) (５)

式中:ｐａ
ｓｓ′—状态转移概率ꎻｒａｓ—状态 ｓ 执行动作 ａ 后得

到的奖励ꎮ
当前状态值函数 Ｖ( ｓ)的表达式为:

Ｖ( ｓ) ＝ ∑ ａ∈Ａ
π(ａ ｜ ｓ)Ｑ( ｓꎬａ) (６)

所以ꎬ在最优策略下的最优 Ｑ 函数为:

Ｑ∗( ｓꎬａ) ＝ ｒａｓ ＋ γ∑ ｓ′∈Ｓ
ｐａ
ｓｓ′ ｍａｘａ′

Ｑ∗( ｓ′ꎬａ′) (７)

在该任务中ꎬ状态转移概率 ｐａ
ｓｓ′为定值ꎬ可以理解

为是一种采样方法ꎬ因此可以得到下式:
Ｑ( ｓꎬａ)≈ｒａｓ ＋ γ ｍａｘａ′ Ｑ( ｓ′ꎬａ′)≈(１ － ａ)Ｑ( ｓꎬａ) ＋

ａ[ ｒａｓ ＋ γ ｍａｘａ′ Ｑ( ｓ′ꎬａ′)] (８)

上式经过处理后使用了关于 ａ 的指数加权平

均[１２]ꎬ即为贝尔曼最优化方程ꎮ
在故障诊断任务中ꎬ状态空间集 Ｓ 的数量非常大ꎬ

而有限的空间并不能有效地存储使用状态动作对的 Ｑ
值ꎮ 较强的函数泛化能力是深度学习网络的一大特

点ꎬ可以用于对 Ｑ 函数进行拟合ꎬ记作 Ｑ( ｓꎬａꎻθ)ꎬ其
中:θ—神经网络的未知参数ꎮ

此处笔者使用了一个权重参数为 θ 的卷积神经网

络ꎬ来作为动作值函数的网络模型ꎬ并通过该网络模型

Ｑ( ｓꎬａꎻθ)模拟动作值函数 Ｑ∗( ｓꎬａ)ꎬ即:
Ｑ( ｓꎬａꎬθ)≈Ｑ∗( ｓꎬａ) (９)

在执行动作 ａ 后ꎬ当前状态 ｓ 以概率 Ｐ 转移到 ｓ′ꎬ
此时的 Ｑ 函数为:

ｙ ＝ ｒ ＋ γ ｍａｘ
ａ′

Ｑ( ｓ′ꎬａ′ꎻθ) (１０)

式中:ｒ—状态 ｓ 执行动作 ａ 后得到的奖励ꎮ
根据 ε －贪心策略ꎬ笔者根据概率 ε 选取当前 Ｑ

值最大的动作ꎬ根据概率 １ － ε 随机选择动作后得到 Ｑ
( ｓꎬａ)ꎬ故损失函数为:

Ｌ(θ) ＝ (ｙ － Ｑ( ｓꎬａꎻθ)) ２ (１１)
上式可以使 Ｑ 函数依据 ε －贪心策略在最小均方

误差下收敛ꎬ得到最优 Ｑ 值函数ꎮ
笔者根据式(１０)来计算神经网络参数 θ 的梯度:
∇θｉＬｉ(θｉ) ＝ ( ｒ ＋ γ ｍａｘａ′ Ｑ( ｓ′ꎬａ′ꎻθｉ － １) －

Ｑ( ｓꎬａꎻθｉ)∇θｉＱ( ｓꎬａꎻθｉ) (１２)
对于损失函数ꎬ笔者采用Ａｄａｍ算法进行训练ꎮ 其中ꎬ

动量 β１ 为０.９ꎬ平方梯度动量 β２ 为０.９９９ꎬ误差 ｅ 为１０ －８ꎮ

１. ４　 ε －贪心策略

在强化学习任务中ꎬ对外界环境的探索是智能体

获取知识的主要方式ꎬ所以在探索和利用之间平衡也

就成了强化学习需要解决的问题ꎮ 探索过多会使模型

的收敛速度有所影响ꎬ太多的利用又会使强化学习模

型进入局部最优ꎮ 常用的 ε －贪心策略多为固定值ꎮ
本文使用一种随训练步数而变化的方法ꎬ使模型在前

期多探索ꎬ后期多利用ꎮ
ε 的设定方法为:

ε ＝ ｍａｘ εｍｉｎꎬ１ －
１ － εｍｉｎ × ｉ

Ｔ
æ

è
ç

ö

ø
÷ (１３)
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式中:ｉ—当前的步数ꎻＴ—总步数ꎮ

２　 随机置零

为使模型有不错的抗噪性能ꎬ笔者使用随机置零

的方法ꎬ即在信号输入后利用 Ｄｒｏｐｏｕｔ 进行处理ꎮ 在

实际工况下ꎬ测试信号往往都会掺杂随机噪声ꎬ可认为

是对测试纯净信号的随机干扰ꎻ在输入信号后引入随

机置零ꎬ可以使原始信号更好地模拟真实环境中的随

机噪声环境ꎮ
随机置零的具体实现方式如下:

ｐ ~ Ｕｎｉｆｏｒｍ(０. １ꎬ０. ８)
Ｒ ~ Ｂｅｒｎｏｕｌｌｉ(ｐ)

Ｚ ＝ Ｙ∗Ｒ (１４)
式中:Ｙ—原始振动信号ꎻＺ—随机置零后的振动信号ꎻ
ｐ—随机置零率ꎬ服从均匀分布 Ｕ(０. １ꎬ０. ８)ꎻＲ—服从

概率为 ｐ 的伯努利分布ꎮ
随机置零的使用可以看作是为原始信号添加随机

干扰ꎮ 当模型学习到这种经过被随机干扰过的样本

后ꎬ模型的抗干扰性就会有所增强ꎮ
当然ꎬ随机置零方法也可以丰富训练样本的数量ꎬ

即使是同一个样本信号ꎬ在经过随机置零后ꎬ输入模型

的信号也很难保持一致ꎮ 使用随机置零方法破坏了原

始信号的局部特征ꎬ但可以迫使模型学习其他更为有

效的细节特征或样本的整体特征[１３]３３￣３４ꎮ
随机置零与无监督学习方法中的去噪自编码器有

相似之处ꎬ都向原始输入信号中加入随机干扰ꎻ其与去

噪自编码器类似ꎬ都可以学习鲁棒性更强的特征ꎮ

３　 深度 Ｑ 网络故障诊断模型

此处笔者提出一种基于深度 Ｑ 网络的智能故障

诊断模型ꎬ并在抗噪性和提高准确率上进行了探索ꎮ
为了使模型得到不错的抗噪性能ꎬ笔者加入了随

机置零的方法ꎮ
文献[１３]３１ 中指出ꎬ在原始数据输入后为其按一

定比例随机置零ꎬ当数据被置零后ꎬ可以看作为数据引

入了噪声ꎻ由于传统的深度神经网络多存在局部最小

值和过拟合等问题ꎬ使得模型训练后存在准确率不高ꎬ
且稳定性较差的问题ꎮ

笔者在深度神经网络中加入了 Ｑ 学习策略ꎬ用来

提高模型的识别准确率和稳定性ꎮ 深度 Ｑ 网络的故

障诊断流程如图 １ 所示ꎮ
模型通过环境与智能体的交互来实现对故障的智

能诊断ꎮ 首先环境给智能体输入初始数据 ｓꎬ经过卷

图 １　 深度 Ｑ网络故障诊断流程图

积神经网络拟合状态动作值函数 Ｑ( ｓꎬａ)输出动作 ａꎬ
与环境中数据 ｓ 的故障类型做对比ꎬ通过给予智能体

奖励来更新卷积网络的参数ꎬ使模型达到预期效果ꎮ
模型的学习过程如下:
(１)初始化拟合 Ｑ 值函数的权重参数 θꎻ
(２)重复经验轨迹ꎬ从 １ 到 Ｍ:初始化状态(故障

样本数据) ｓꎻ
(３)重复对于当前输入状态(故) ｓꎬ利用 ε －贪心

算法选择下一个动作 ａ(某个故障类型)ꎻ
(４)观察输出动作与环境中该故障数据对应的样

本标签是否一致ꎬ一致则奖励 ｒ ＝ ＋ １ꎬ否则 ｒ ＝ － １ꎻ
(５)输入下一时刻的状态 ｓ′ꎬ利用 ｙ ＝ ｒ ＋ γ ｍａｘ

ａ′
Ｑ

( ｓ′ꎬａ′ꎻθ)来计算目标 Ｑ 值函数ꎻ
(６)对(ｙ － Ｑ( ｓꎬａꎻθ)) ２ 使用梯度下降类算法更

新网络参数ꎮ

４　 实验与结果验证

为了验证该模型的有效性ꎬ笔者使用 ＳｐｅｃｔｒａＱｕｅｓｔ
公司设计的实验台进行故障模拟实验ꎮ 故障诊断试验

台如图 ２ 所示ꎮ
实验所用齿轮箱为定轴齿轮箱ꎬ深沟球轴承的型

号为 ＥＲ －１０Ｋꎬ节径 Ｄ ＝ ３３. ５ ｍｍꎬ轴承的滚动体直径

为 ７. ９ ｍｍꎬ接触角 α ＝ ０＾°(该轴承有 ８ 个滚动体)ꎮ
定轴齿轮箱的结构图如图 ３ 所示ꎮ
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图 ２　 动力传动故障诊断试验台

图 ３　 定轴齿轮箱构造图

　 　 加速度传感器分别采集水平、垂直、轴向方向上的

信号ꎬ通过数据采集仪(型号为 ＤＴ９８３７)存储在计算

机上ꎮ 数据采集过程中ꎬ电机转速为 １ ２００ ｒ / ｍｉｎꎻ轴承

数据使用垂直径向采集的故障数据ꎬ信号的采样频率

Ｆｓ 为 ２ ５６０ Ｈｚꎻ齿轮信号的采样频率 Ｆｓ 为 ５ １２０ Ｈｚꎬ采
样时间均为 １０ ｓꎻ

使用的信号故障类型为:外圈故障、内圈故障、正常轴

承、滚动体故障、正常齿、磨损齿、缺齿、断齿、齿根裂纹[１４]ꎮ

４. １　 数据处理

模型的输入为一维时域信号ꎮ 由于深度学习网络

需要大批的数据作为训练样本ꎬ本文使用样本扩充的

方式ꎬ其示意图如图 ４ 所示ꎮ

图 ４　 样本扩充示意图

与没有样本重叠分割的方式相比ꎬ采用有重叠的样

本分割策略ꎬ不但可以保留样本相邻数据之间的关联

性ꎬ也可以满足深度学习方法对样本数量的要求[１５]ꎮ
为保证在测试样本中有没有被训练的数据ꎬ此处

取样本长度为 １ ２００ꎬ重叠部分长度为 ３００ꎮ

４. ２　 深度 Ｑ 学习模型可行性验证

为了验证深度 Ｑ 网络模型在故障识别方面的性

能ꎬ本文使用上述试验台中采集的轴承数据进行验证

实验ꎮ 所使用的轴承数据包含:内圈故障、外圈故障、
滚动体故障和正常轴承 ４ 类故障(均未添加负载)ꎮ
４ 种故障类型的时域图如图 ５ 所示ꎮ

图 ５　 故障时域图

此处ꎬ对应 ４ 种轴承状态ꎬ每种状态取 １ ０００ 个样

本ꎬ共 ４ ０００ 个样本ꎬ每个样本包含 １ ２００ 个数据点ꎮ
其中ꎬ９０％是训练样本ꎬ１０％是测试样本ꎮ

实验软件环境为:Ｐｙｔｈｏｎ ＋ Ｔｅｎｓｏｒｆｌｏｗ２. ０ꎻ硬件环

境为:Ｉｎｔｅｌ ｉ５ － ８２５０Ｕꎮ
模型使用的卷积神经网络拟合 Ｑ函数结构如图 ６

所示ꎮ

图 ６　 卷积神经网络拟合 Ｑ函数

本文使用卷积神经网络来拟合 Ｑ 值函数[１６]ꎮ 第

一层卷积层的卷积核大小为ꎬ步长为 ６ꎬ共 ３２ 个特征

图(较大的卷积核可以用于有效地提取大尺度下时域

信号特征)ꎮ
本文将第二、三层卷积层用于提取信号的深层特

征ꎬ卷积核大小均为 ５ × １ꎬ步长为 ３ꎬ网络在该位置的

输出由具有局部不变性的卷积层处理ꎻ通过对卷积的

输出特征使用最大池化ꎬ使网络在保持信号本质的同

时减少数据量(池化核的宽度均为 ３ × １ꎬ步长为 ２)ꎮ
激活层使用的激活函数为 Ｒｅｌｕꎮ 全连接层可以

把这些特征都连接起来ꎬ并且可以使网络增强学习特

征的能力ꎬ其中分别包含 １２８ 个和 ４ 个神经元ꎮ
在原始数据输入后加入随机置零ꎬ即加入一层

Ｄｏｒｐｏｕｔ层ꎬ置零比例在 ０. １ ~ ０. ８ 之间均匀分布ꎮ
模型的训练参数如下:
每轮训练步数 Ｍ ＝ ５１２ꎬ迭代次数 ２ ０００ꎬ学习率为
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０. ０５ꎬ概率 ε ＝ ｍａｘ εｍｉｎꎬ１ －
１ － εｍｉｎ × ｉ
１ ０００{ }ꎻ其中:ｉ—训练

步数ꎬ折扣系数 γ 为 ０. ９ꎮ
在每轮训练中ꎬ该模型每轮设置的步数为 ５１２ 步ꎮ

由于模型开始时没有学习任何内容ꎬ一开始有 １ / ４ 的

概率可以被猜中ꎬ也就是首轮的得分应该在 － ５１２ ~
－ ４５６分之间ꎬ模型共训练 ２ ０００ 轮ꎮ 本文对 ２ ０００ 轮

训练的每 １０ 轮计算奖励和损失值的平均值ꎮ
模型训练后的 Ｑ函数累计值随迭代次数的关系ꎬ

即 Ｑ函数累计值变化图ꎬ如图 ７ 所示ꎮ

图 ７　 Ｑ函数累计值变化图

由图 ７ 可知:模型几乎是线性递增的ꎬ最后最高得

分达 到 了 ４８８ 分ꎻ模 型 的 识 别 准 确 率 可 以 达 到

９８. ８７％ ꎮ
损失值变化图如图 ８ 所示ꎮ

图 ８　 损失值变化图

从图 ８ 可以看到:每轮训练后模型的损失值都可

以保持在比较低的状态ꎬ表明模型每轮训练都学习到

了东西ꎻ在迭代到 １５０ 次时ꎬ损失值会有明显降幅ꎬ模
型开始收敛ꎬ在训练过程中由于模型不定时“探索”会
出现损失值的跳动ꎮ

上述实验结果验证了该方法在故障诊断中的可行性ꎮ

４. ３　 探索与利用的平衡

在强化学习任务中ꎬ探索与利用的平衡通常由 ε 贪

心策略来实现ꎮ 过大或是过小的 ε 都会极大地影响探索

和利用的平衡ꎮ 研究人员在训练前期可以进行探索ꎬ后
期可以利用已学到的内容ꎬ所以本文在此处使用动态值ꎮ

为验证动态值的优势ꎬ笔者使用固定 ε 值进行了

比较ꎬ其实验结果如表 １ 所示ꎮ

表 １　 ε 值对 Ｑ函数累计值的影响

ε 值 Ｑ函数累计值(最大)
０. ７５ ３５６
０. ５ ４３２
０. ３ ４５８

动态 ε 值 ４８８

　 　 由表 １ 可知:当 ε ＝ ０. ７５ 时ꎬ模型探索过多ꎬ不能

被有效利用ꎬＱ函数累计值较低ꎻ当 ε ＝ ０. ３ 时ꎬ模型不

能很好地进行探索ꎬ但在充分迭代后ꎬＱ函数累计值也

可以达到 ４５８ꎻ使用动态 ε 值时ꎬ可随迭代步数变化ꎬ
使前期探索后期利用ꎬ可以看到 Ｑ 函数累计值达到了

４８８ꎮ

４. ４　 抗噪能力验证

为研究模型在不同噪声环境下对旋转机械故障的

识别能力ꎬ笔者在上述模型分中别输入不同信噪比

(σＳＮＲ)的测试样本ꎮ 信噪比公式为:

σＳＮＲ ＝ １０ｌｇ
Ｐｓｉｇｎａｌ
Ｐｎｏｉｓｅ

æ

è
ç

ö

ø
÷ (１５)

式中:ＰｓｉｇｎａｌꎬＰｎｏｉｓｅ—信号的有效功率和噪声的功率ꎮ
在采集到的不同故障的测试集中ꎬ笔者分别添加

了不同信噪比的高斯白噪声ꎮ
正常齿轮信号中再加入 ０ ｄＢ 噪声后的时域图ꎬ如

图 ９ 所示ꎮ

图 ９　 正常齿轮信号加入 ０ ｄＢ噪声

此处仍然利用 ＳｐｅｃｔｒａＱｕｅｓｔ 公司的试验台数据作

为实验数据ꎮ 样本的具体划分如表 ２ 所示ꎮ
表 ２　 数据集划分

健康状态
信噪比

(测试集) / ｄＢ
训练集
样本数

测试集
样本数

类别
标记

正常齿轮

磨损齿

断齿

齿根裂纹

缺齿

－ ２ ~ １２

７ ４２５ ８２５ ４
７ ４２５ ８２５ ５
７ ４２５ ８２５ ６
７ ４２５ ８２５ ７
７ ４２５ ８２５ ８
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　 　 样本共 ４１ ２５０ 个ꎬ其中ꎬ训练样本 ３７ １２５ 个ꎬ测试

样本 ４ １２５ 个ꎮ 测试样本中都包含着数量相同的加噪

信号ꎮ
本文通过向原始信号随机置零加入 Ｄｒｏｐｏｕｔ 层ꎬ

以增加模型对噪声的泛化性ꎮ
有随机置零策略、没有随机置零策略以及置零比

例在 ０. １ꎬ０. ３ꎬ０. ５ꎬ０. ６ 时ꎬ抗噪性能的对比结果如图

１０ 所示ꎮ

图 １０　 有无随机置零输入信号的诊断性能

从图 １０ 中可以看出:模型在没有随机置零输入信

号的情况下ꎬ故障诊断的识别精度会随信噪比的降低

而迅速下降ꎻ而在有随机置零输入信号的情况下ꎬ模型

则表现出了良好的抗噪性ꎮ

４. ５　 美国凯斯西储大学数据验证

由于上述轴承和齿轮的故障数据都是在固定负载

下获取的ꎬ此处本文使用美国的凯斯西储大学的轴承

数据集来验证变载条件下的准确性[１７]ꎮ
此处利用的数据是驱动端数据ꎬ数据中包含轴承

正常、滚子故障、内圈故障、外圈故障 ４ 种故障状态ꎬ每
种故障类型各包含(１ ｈｐ、２ ｈｐ、３ ｈｐ、４ ｈｐ)４ 种负载的

数据ꎬ它们所对应的转速分别是 １ ７９７ ｒ / ｍｉｎ、１ ７７２ ｒ /
ｍｉｎ、１ ７５０ ｒ / ｍｉｎ和 １ ７３０ ｒ / ｍｉｎꎬ大致可以认为是定速ꎻ
振动数据的采样频率为 １２ ｋＨｚꎮ

对于上述的 ４ 种故障类型ꎬ每种故障类型都有

８ １００个样本数据ꎮ 西储的数据集划分如表 ３ 所示ꎮ

表 ３　 西储数据集划分

健康状态 负载 / ｈｐ 信噪比
(测试集) / ｄＢ

训练集
样本数

测试集
样本数

滚子故障(７ ｉｎ)
内圈故障(７ ｉｎ)
外圈故障(７ ｉｎ)

正常

１ ~ ４ － ２ ~ １２

７ ２９０ ８１０
７ ２９０ ８１０
７ ２９０ ８１０
７ ２９０ ８１０

　 　 笔者使用经过随机置零处理的数据和没有随机置

零的数据训练模型进行测试和对比ꎬ其结果如表 ４
所示ꎮ

表 ４　 有无随机置零输入时模型的准确率

σＳＮＲ / ｄＢ
准确率 / ％

有随机置零输入 无随机置零输入

１２ ９９. ７８ ９９. ３０
１１ ９９. ７５ ９８. ４２
１０ ９９. ６８ ９８. １０
９ ９９. ５５ ９７. ７４
８ ９９. ５０ ９７. ２０
７ ９９. ４２ ９５. ８４
６ ９９. ５５ ９１. ６５
５ ９８. ９２ ８６. ２３
４ ９８. ４４ ８３. ２４
３ ９８. ０２ ７６. ７４
２ ９７. ６８ ７１. ９５
１ ９７. １２ ６５. ９８
０ ９５. ６６ ５８. ３３
－ １ ９３. ５４ ５２. ８５
－ ２ ９０. ８５ ４５. ４５

　 　 由表 ４ 可知:在测试集上的故障识别准确率方面ꎬ
经随机置零处理的数据训练的模型均远高于干净信号

输入训练的模型ꎬ并且模型在信噪比为 － ２ ｄＢ 时仍有

着 ９０. ８５％的诊断精度ꎬ而采用干净信号输入的模型

仅有 ４３. ５２％的识别准确率ꎻ模型在信噪比 > ２ ｄＢ 时

识别准确率可以达到 ９８％ ꎬ信噪比 > ５ ｄＢ 时模型的识

别准确率更是有 ９９％ ꎮ
由此可见ꎬ在变载的条件下ꎬ该模型有着较好的识

别准确率ꎮ

４. ６　 模型对比实验

本文对一维卷积神经网络(１ＤＣＮＮ)、支持向量机

(ＳＶＭ)、ＢＰ 神经网络(ＢＰ￣ＮＮ)和本文模型进行对比

实验ꎮ 其中ꎬ三层卷积池化层、两层全连接层和 Ｓｏｆｔ￣
ｍａｘ分类层构成了 １ＤＣＮＮꎬ支持向量机采用高斯核函

数ꎬＢＰ￣ＮＮ采用三层网络结构ꎮ
模型的训练结果如图 １１ 所示ꎮ

图 １１　 不同噪声环境下方法诊断性能对比

由图 １１ 可知:与 １ＤＣＮＮ相比ꎬ本文模型在高信噪

比时都有着不错的故障识别精度ꎬ而当信噪比 < ２ Ｂ
时ꎬ１ＤＣＮＮ 的诊断精度略低于本文的方法ꎬ在信噪比

为 － ４ ｄＢ时该模型的识别准确率也有 ７８％ ꎻ
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在稳定性方面ꎬ１ＤＣＮＮ在噪声比较严重的情况下

有 ２. １５％的识别误差ꎬ而本文方法则表现相对稳定ꎬ
误差在 ０. ８６％ ꎮ

与相对典型的 ＳＶＭ、ＢＰ￣ＮＮ 相比ꎬ本文模型在识

别准确率、稳定性上均有不错的优势ꎻ而 ＳＶＭ、ＢＰ￣ＮＮ
即使在噪声较小的数据集上诊断效果也不佳ꎬ其原因

主要在于浅层模型无法有效学习特征ꎬ同时学习到的

特征也没有具备较好的分类特征ꎮ

５　 结束语

由于传统的旋转机械故障诊断方法需要人工提取

故障特征ꎬ且受环境噪声的影响较大ꎬ笔者提出了一种

基于深度 Ｑ网络强化学习的故障诊断模型ꎬ探索了一

种端到端的ꎬ基于深度强化学习的旋转机械故障诊断

的方法ꎬ并使其能够准确且稳定地在噪声环境下和变

载条件下对旋转机械进行故障诊断ꎮ
该研究过程和结果如下:
(１)该方法使用原始信号作为输入ꎬ可有效省去

现有方法需要通过人工进行信号处理和特征提取的繁

琐过程ꎻ
(２)采用随机置零的方法ꎬ使模型对不同程度噪

声均产生抗噪性ꎬ经过训练的模型可以大大地提升其

抗噪水平ꎻ
(３)通过不同模型的对比实验表明ꎬ与 １ＤＣＮＮ、

ＢＰ￣ＮＮ和 ＳＶＭ 相比ꎬ在准确度和稳定性方面ꎬ本文提

出的模型都有着不错的表现ꎮ 在信噪比 > － ２ ｄＢ 时ꎬ
模型识别准确率可达 ９０％左右ꎻ在信噪比 > － ４ ｄＢ
时ꎬ准确率也可达 ７８％ ꎮ

在后续的研究中ꎬ笔者将探索不同奖励函数对网

络的影响ꎬ并将其结果与迁移学习相结合ꎬ以拓宽该模

型在不同设备间的适用性ꎮ
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