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摘要:针对轴向柱塞泵松靴故障在强噪声干扰下故障信号微弱、故障特征提取困难和故障诊断识别精度低等一系列问题ꎬ提出了基

于最小熵反褶积、集合经验模态分解和超限学习机相结合的轴向柱塞泵松靴故障诊断的方法ꎮ 首先采集了轴向柱塞泵在正常和松

靴故障两种状态下的振动信号ꎻ然后对振动信号进行了最小熵反褶积降噪ꎬ排除了噪声干扰ꎬ增强了冲击特性ꎻ之后利用集合经验

模态分解将去噪后的信号分解成了若干个本征模态函数分量ꎬ并通过奇异值分解获得了特征矩阵ꎻ最后将得到的特征矩阵输入超

限学习机、反向传播神经网络和支持向量机等 ３ 类分类器ꎬ并将识别结果与集合经验模态分解特征提取方法的识别结果进行了对

比ꎮ 研究结果表明:最小熵反褶积和集合经验模态分解结合的方法弥补了最小熵反褶积在强背景噪声下提取特征的局限性ꎬ克服

了经验模态分解对微弱故障特征不敏感的缺陷ꎻ以最小熵反褶积￣集合经验模态分解特征提取方法为输入的超限学习机分类模型ꎬ
在少量样本的情况下可以有效地对轴向柱塞泵松靴故障进行检测与诊断ꎮ
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０　 引　 言

柱塞泵是液压系统的重要部件之一ꎬ其具有强耐

压、效率高、传输功率大等优点ꎬ但是它内部结构复杂、
维护困难ꎮ 同时ꎬ柱塞泵的工作环境相对恶劣ꎬ而且长

时间处于高压和高速运转的工作状态ꎬ所以不可避免

会出现各种故障ꎬ而这些故障信号通常都被强噪声信

号所埋没ꎬ不易察觉ꎬ因此ꎬ对柱塞泵进行状态监测与

诊断是系统正常运行的重要保证[１￣２]ꎮ
柱塞泵常见的故障有松靴故障、配流盘磨损和滑

靴磨损等故障ꎮ 松靴故障是柱塞泵的主要失效形式ꎬ
但由于在强噪声干扰下故障信号微弱和故障特征提取

困难等一系列问题ꎬ成为柱塞泵故障诊断研究的重点

和难点ꎮ 松靴故障通常是由于制造或装配误差及柱塞

泵在动作过程中的压力冲击ꎬ导致柱塞球头与滑靴间

隙增大而产生的ꎮ 柱塞泵缸体在转动过程中ꎬ柱塞在

缸体中往复运动ꎮ 当缸体转过一定角度时ꎬ经过上死

点ꎬ柱塞进入吸油区ꎬ柱塞球头与滑靴发生一次碰撞ꎻ
当缸体转动经过上死点后ꎬ柱塞球头与滑靴发生相对

运动ꎻ当转过排油区时ꎬ高压油作用在柱塞上ꎬ使柱塞

迅速向球头方向运动ꎬ从而又一次产生冲击ꎮ 缸体转

动一周ꎬ柱塞球头与滑靴发生两次碰撞ꎬ能量经过传动

轴和轴承传递到壳体上ꎬ所以松靴故障的特征频率应

为转轴频率的两倍[３]ꎮ
由于工作环境恶劣ꎬ采集到的松靴故障特征信息

很容易被背景噪声所埋没ꎬ对其故障特征信号进行去

噪从而提取到有效的特征量将成为问题的关键ꎮ 近年

来国内外学者针对柱塞泵松靴微弱故障开展了广泛的

研究ꎬ小波分析[４]、经验模态分解[５]、变分模态分

解[６]、自适应随机共振[７] 等一系列信号处理方法已用

于信号去噪和特征值提取中ꎮ 其中由于小波基函数和

阈值的选择不具有自适应性ꎬ小波降噪的效果受人为

因素的影响ꎻ经验模态分解克服了传统包络分析中需

要预先确定滤波器中心频带的难题ꎬ广泛应用于非线

型、非平稳信号的分析ꎬ但是其不足之处是存在模态混

叠现象ꎮ 综上所述ꎬ在强噪声干扰的情况下ꎬ以上方法

对柱塞泵松靴故障的微弱信号特征量提取表现不足ꎬ
因此非常有必要寻找一种新的方法来抑制噪声的干

扰ꎬ从而凸显故障特征ꎬ同时有效提取表征柱塞泵工作

状态特征量ꎮ
基于上述问题ꎬ本文引入最小熵反褶积(ＭＥＤ)ꎬ

其出发点是寻求最优的滤波器使原信号的峭度值最

大ꎬ抑制强噪声的干扰ꎬ让冲击成分更加突出ꎬ从而提

高原信号的信噪比ꎮ 集合经验模态分解(ＥＥＭＤ)是一

种信号自适应分解方法ꎬ通过添加有限次的自适应白

噪声以及计算唯一的余量信号获取模态分量ꎬ使得重

构信号更加近似于原始信号ꎮ ＥＥＭＤ 和经验模态分解

(ｅｍｐｉｒｉｃａｌ ｍｏｄｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ ＥＭＤ)相比ꎬＥＥＭＤ 表

现出更好的鲁棒性和高效性ꎬ克服了 ＥＭＤ 存在的分解

不完整性、模态混叠和计算量大等缺点ꎮ
本文针对通过 ＥＥＭＤ 在强噪声环境下对松靴故

障特征提取表现不佳ꎬ提出先用 ＭＥＤ 对振动信号降噪

处理ꎬ然后对降噪信号进行 ＥＥＭＤ 分解ꎬ对得到的信

号进行奇异值分解 ( ｓｉｎｇｕｌａｒｉｔｙ ｖａｌｕｅ ｄｅｃｏｍｐｏｓｉｔｉｏｎꎬ
ＳＶＤ)ꎬ将得到的特征矩阵输入超限学习机模型( ｅｘ￣
ｔｒｅｍｅ ｌｅａｒｎｉｎｇ ｍａｃｈｉｎｅꎬ ＥＬＭ)ꎬ从而实现对松靴故障

的诊断ꎮ

１　 最小熵反褶积(ＭＥＤ)

ＭＥＤ 是一种自适应系统识别方法ꎬ最早是由 Ｗｉｇ￣
ｇｉｎｓ 提出ꎬＳａｗａｌｈｉ[８] 在 ２００７ 年首次将 ＭＥＤ 用于滚动

轴承与齿轮故障诊断ꎮ ＭＥＤ 的基本原理是解反褶积

突出少数大的尖脉冲ꎬ根据峭度最大原理ꎬ峭度值越大

表明信号冲击成分所占比例越多ꎬ该特性能更好突出

冲击脉冲ꎬ因此ꎬ它对旋转机械冲击性故障的降噪处理

非常适用[９]ꎮ
假设当柱塞泵滑靴发生故障时信号表达为:

ｙ(ｎ) ＝ ｈ(ｎ)ｘ(ｎ) ＋ ｅ(ｎ) (１)
式中:ｅ(ｎ)— 噪声ꎻｘ(ｎ)— 滑靴故障的冲击序列ꎻ
ｈ(ｎ)— 传递函数ꎻｙ(ｎ)— 振动信号ꎮ

由于环境噪声及传输路径的影响 ｘ(ｎ) 衰减为

ｙ(ｎ) 后失去源信号的特性ꎬ导致熵变大ꎮ解反褶积的

目的是得到一个逆滤波器 ｆ(ｎ)ꎬ由输出 ｙ(ｎ) 恢复输

入 ｘ(ｎ) 所具有的特性ꎬ即:

ｘ(ｎ) ＝ ｆ(ｎ)ｙ(ｎ) ＝ ∑
Ｌ

ｌ
ｆ( ｌ)ｙ(ｎ － ｌ)ꎬ
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ｎ ＝ １ꎬ２ꎬＮ (２)
式中:Ｌ— 逆滤波器 ｆ(ｎ) 的长度ꎮ

解反褶积是提取信号中较大的尖端脉冲成分ꎬ冲
击特征越强ꎬ峭度值也就越大ꎮ将目标函数设置为信号

ｘ(ｎ) 的峭度最大化ꎬ即:

ａ ＝ Ｋ( ｆ( ｊ)) ＝
∑
Ｎ

ｉ ＝ １
ｘ４( ｉ)

(∑
Ｎ

ｉ ＝ １
ｘ２( ｉ)) ２

(３)

为了求得最优逆滤波器 ｆ(ｎ)ꎬ使目标函数 Ｋ(ｆ( ｊ))
的一阶导数为零ꎮ

ＭＥＤ 寻找最小熵的算法可以归纳如下:
(１) 初始化滤波器系数 ｆ ∶ ｆ０ ＝ １ꎻ

(２) 由式(２) 迭代计算 ｘ(ｎ) ＝ ∑
Ｌ

ｉ ＝１
ｆ(ｉ－１)(ｎ)ｙｉ－ｌ(ｎ －

ｌ)ꎬｉ ＝ １ꎬ２ꎬꎬＩ(式中:Ｉ— 总迭代次数)ꎻ

(３) 计算 ｂ( ｉ)( ｌ) ＝ ａ∑
Ｎ

ｎ ＝ １
Ｘ３(ｎ)ｙ(ｎ － ｌ)ꎬａ ＝

∑
Ｎ

ｎ ＝ １
Ｘ２(４)

∑
Ｎ

ｎ ＝ １
Ｘ４(４)

ꎻ

(４) 计算 ｆ(ｉ) ＝ Ａ－１ｂ(ｌ)(式中:Ａ— 序列 ｙ(ｎ) 的 Ｌ ×
Ｌ 自相关矩阵)ꎻ

(５) 如果 ‖ｆ( ｉ) － ｆ( ｉ －１)‖２
２ 小于给定阈值ꎬ本文阈

值选 ０. ０１ꎬ则停止递归ꎬ否则令 ｉ 增 １ꎬ回到步骤(２)ꎮ

２　 集合经验模态分解(ＥＥＭＤ)

ＥＭＤ 是根据振动信号自身的时间尺度特征来进

行分解ꎬ而且事先不需要设定任何参数ꎬ但是具有一定

的缺陷ꎬ 比如存在模态混叠现象ꎮ 针对该不足ꎬ
Ｈｕａｎｇ[１０] 提出了 ＥＥＭＤ 方法ꎬ利用白噪声序列具有零

均值、多次平均后被相互抵消的特点ꎬ 有效改善了

ＥＭＤ 分解产生模态混叠的弊端ꎮ具体分解步骤如下:
(１) 在待分解信号 Ｒ( ｔ) 中加入频谱均匀分布的

白噪声 ａｍ( ｔ)ꎻ
(２) 对所得信号 Ｓ( ｔ) 进行 ＥＭＤꎬ分解过程如下:
① 确定信号 Ｓ( ｔ) 上的所有局部极值点ꎬ上、下 ２

条包络线是用 ３ 次样条曲线分别将所有的局部极大值

点和局部极小值点联结起来而得到的ꎬ即 Ｓ( ｔ)ｍａｘ 和

Ｓ( ｔ)ｍｉｎꎻ
② 求每个时刻的上下包络的平均值ꎬ即:

ｕ( ｔ) ＝
Ｓ( ｔ)ｍａｘ ＋ Ｓ( ｔ)ｍｉｎ

２ (４)

③ 得到新信号:

Ｙ１( ｔ) ＝ Ｓ( ｔ) － ｕ( ｔ) (５)
判断 Ｙ１( ｔ) 是否满足 ＩＭＦ 分量的两个条件((ａ)

在整个数据序列中ꎬ极值点的数量与过零点的数量相

等ꎬ或最多相差不能多于一个ꎻ(ｂ) 在任一点上ꎬ信号

的局部最大值和局部最小值定义的包络均值为零)ꎬ
如果满足记为 Ｃ１( ｔ)ꎬ即为第一个 ＩＭＦ 分量ꎬ否则重复

步骤 １ 和 ２ꎻ
④将 Ｃ１(ｔ) 从 Ｓ(ｔ) 中分离出来得到一个差值信号:

Ｖ１( ｔ) ＝ Ｓ( ｔ) － Ｃ１( ｔ) (６)
⑤将 Ｖ１( ｔ) 作为原始数据ꎬ重复求 ＩＭＦ１ 的步骤得

到 ＩＭＦ２ꎬ重复 ｎ 次得到 ｎ 个 ＩＭＦ 分量ꎬ于是有:
Ｖ１ － Ｃ２ ＝ Ｖ２( ｔ)

⋮
Ｖｎ－１ － Ｃｎ ＝ Ｖｎ( ｔ) (７)

当 Ｖｎ( ｔ) 符合给定的终止条件(即Ｖｎ( ｔ) 为单调函

数) 时ꎬ循环结束ꎮ由式(６) 和式(７) 可得到:

Ｓ( ｔ) ＝ ∑
ｎ

ｉ ＝ １
Ｃ ｉ( ｔ) ＋ Ｖｎ( ｔ) (８)

即原始信号被表示为本征模态函数分量和一个残

余函数 Ｖｎ( ｔ) 的和ꎮ各分量 Ｃ１( ｔ)ꎬＣ２( ｔ)ꎬꎬＣｎ( ｔ) 分

别涵盖了原始信号中从高到低不同频率段的信息ꎬ且
随信号自身的改变而改变ꎮ

(３) 每次加入不同白噪声后重复过程(１) 和(２)ꎻ
(４) 将多次 ＥＭＤ 分解后的各 ＩＭＦ 分量的均值作

为最终结果ꎮ

３　 超限学习机(ＥＬＭ)

ＥＬＭ最初是由黄广斌教授在２００４年提出的[１１￣１３]ꎬ
该方法是一种简单易用且有效的单隐层前馈神经网络

学习算法ꎮ其在训练的过程中随机给定输入层与隐含

层之间的权值ꎬ以及隐层神经元的阈值ꎬ且在算法完整

运行过程中这两个参数保持恒定ꎬ单在给定隐含层神

经元个数的情况下ꎬ神经网络就可以得到最优解ꎬ且最

优解唯一[１４]ꎮ
对于样本数为Ｎ的数据集(ｘｉꎬｙ ｊ) ∈ Ｒｎ × ＲｍꎬＬ个

隐层节点的 ＳＬＦＮ 可描述为:

ｆＬ(ｘ ｊ) ＝ ∑
Ｎ

ｉ ＝ １
βｉＧ(ｗ ｉｘ ｊ ＋ ｂｉ) ＝ ｙ ｊꎬｊ ＝ １ꎬ２ꎬꎬＮ

(９)
式中:ｗ ｉ— 输入权值ꎻｂｉ— 隐层神经元阈值ꎻβｉ— 隐层

第 ｉ 个神经元与输出层的连接权值ꎻＧ(ｗ ｉｘ ｊ ＋ ｂｉ)—
隐层神经元的激活函数ꎮ

以矩阵的形式表示为:
Ｈβ ＝ Ｙ (１０)
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Ｈ ＝
Ｇ(ｗ１ꎬｂ１ꎬｘ１)  Ｇ(ｗＬꎬｂＬꎬｘ１)

⋮ ⋱ ⋮
Ｇ(ｗ１ꎬｂ１ꎬｘＮ)  Ｇ(ｗＬꎬｂＬꎬｘＮ)

æ

è

ç
çç

ö

ø

÷
÷÷

Ｎ×Ｌ

β ＝ [β１ꎬβ２ꎬꎬβＬ] Ｔ
Ｌ×ｍꎻＹ ＝ [ｙ１ꎬｙ２ꎬꎬｙＬ] Ｔ

Ｌ×ｍ

式中:Ｈ— 神经网络隐层输出矩阵ꎮ
因为随机产生输入权值和隐层神经元阈值ꎬ不需要

调整 Ｈꎬ隐层与输出连接权值 β 通过求解方程解得ꎬ即:
β^ ＝ Ｈ ＋ Ｙ (１１)

式中:Ｈ＋ — 隐层输出矩阵Ｈ的Ｍｏｏｒｅ￣Ｐｅｎｒｏｓｅ 广义逆ꎮ
因此ꎬＥＬＭ 算法步骤如下:
(１)确定前馈神经网络的结构(隐层节点数、激活

函数类型)ꎻ
(２)随机生成前馈神经网络的输入权值和偏置ꎻ
(３)求解前馈神经网络输出权值[１５￣１６]ꎮ
备注:Ｈｕａｎｇ 等人使用增量的方法分析了 ＥＬＭ 的

通用逼近能力ꎬ并且表明了随机生成(多种)隐层参数

可让单层前馈网络逼近任何连续的目标函数ꎮ

４　 实验及结果分析

本文以轴向柱塞泵为研究对象ꎬ采集了泵壳振动

信号作为原始信号ꎬ将振动信号通过 ＭＥＤ 降噪ꎬ再进

行 ＥＥＭＤ 自适应分解之后再通过 ＳＶＤ 分解作为特征

矩阵ꎬ最后将以上提取的特征矩阵导入 ＥＬＭ 进行分

类ꎬ实现轴向柱塞泵松靴故障的检测与诊断ꎮ
具体研究过程如图 １ 所示ꎮ

图 １　 研究思路流程图

４. １　 实验装置

为了验证 ＭＥＤ￣ＥＥＭＤ 方法的有效性ꎬ笔者将其应

用到柱塞泵松靴故障中ꎬ实验系统图如图 ２ 所示ꎮ
实验台采用交流电机驱动方案ꎬ电机经过联轴器

直接驱动柱塞泵ꎬ结构简单且平稳可靠ꎮ 实验调定主

油路压力为 １０ ＭＰａꎮ 通过振动加速度传感器采集泵

壳振动信号ꎬ该信号经过耦合器和采集卡ꎬ并通过转换

储存于计算机中ꎮ

图 ２　 实验系统图

１ － 稳压电源ꎻ２ － 耦合器ꎻ３ － ＰＣ 电脑ꎻ４ － 柱塞泵ꎻ５ －
三轴加速度传感器ꎻ６ － 数据采集卡ꎻ７ － 流量计

部分元件型号及性能参数如下:
(１ ) 驱 动 电 机ꎮ 型 号 Ｙ２２５Ｓ￣４ꎬ 额 定 转 速 为

１ ４８０ ｒ / ｍｉｎꎻ
(２)轴向柱塞泵ꎮ 型号 Ａ１０ＶＳＯ４５ꎬ柱塞数为 ９ꎬ

额定压力为 ２８ ＭＰａꎻ
(３)加速度传感器ꎮ 型号 ＫＩＳＴＬＥＲ８７９５Ａ５０ꎬ频率

响应范围 １ Ｈｚ ~ ４ ０００ Ｈｚꎻ
(４)耦合器ꎮ 型号为 ＫＩＳＴＬＥＲ ５１３４ꎻ
(５)数字采集卡ꎮ 型号 ＮＩ￣ＵＳＢ￣６３４３ꎬ采样频率为

４５ ｋＨｚꎮ
由于柱塞泵内部结构紧凑ꎬ受外界干扰严重ꎬ振动

能量会以信号的形式通过各种介质传播到传感器ꎬ为了

最大程度地将故障信息通过振动信号表征出来ꎬ本研究

将三轴加速度传感器分别安装于顶部、侧面和端盖ꎮ
三轴加速度传感器布点位置如图 ３ 所示ꎮ

图 ３　 三轴加速度传感器布点位置

三轴加速度传感器方向如表 １ 所示[１７]ꎮ
表 １　 三轴加速度传感器方向说明

Ｘ 轴 Ｙ 轴 Ｚ 轴
１ 号 主(Ｘ 轴) 主(Ｙ 轴) 主(Ｚ 轴)
２ 号 主(Ｘ 轴) 主(Ｚ 轴) 主(Ｙ 轴)
３ 号 主(Ｚ 轴) 主(Ｙ 轴) 主(Ｘ 轴)

　 　 注:Ｘ 轴ꎬＹ 轴ꎬＺ 轴￣各传感器的轴方向ꎻ主(Ｘ 轴)ꎬ主(Ｙ
轴)ꎬ主(Ｚ 轴) ￣图 ３ 中所示方向
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４. ２　 实验数据分析

实验中采集了柱塞泵正常和松靴两种模式下的信

号分析ꎬ如图 ４ 所示ꎮ

图 ４　 振动信号分析

　 　 其时域波形如图 ４(ａ ~ ｂ)所示ꎬ故障信号已经完

全被噪声淹没ꎬ从时域信号中看不出任何明显的故障

特征ꎬ从而很难直接断定柱塞泵的状态ꎮ
而 ＭＥＤ 可以有效地提取信号中的微弱冲击成分ꎬ

经过 ＭＥＤ 降噪如图 ４(ｃ ~ ｄ)所示ꎬ可以看到信号中周

期性的冲击成分明显提高ꎮ 每个冲击之间的间隔约分

别为 ０. ０４ ｓꎬ０. ０２ ｓꎬ对应转轴频率和松靴故障特征

频率ꎮ
松靴状态 ＭＥＤ 去噪包络谱如图 ４(ｅ)所示ꎬ可以

看出ꎬ经过 ＭＥＤ 去噪和包络解调ꎬ振动信号的峰值确

实在转轴频率和其倍频处ꎬ同故障机理分析保持一致ꎮ

４. ３　 故障特征提取

原始信号经过 ＭＥＤ 去噪ꎬ然后对去噪信号进行了

ＥＥＭＤ 分解ꎬ把振动信号分解为一系列本征模态函数ꎬ
使其分布在不同的频带ꎮ 为了精确、快速以及智能化

的实现故障诊断ꎬ在 ＥＥＭＤ 处理信号之后ꎬ笔者根据

ＩＭＦ 分量与原信号的相关性原则选取前 ５ 层进行奇异

值分解ꎬ最终组成 ５ 维的特征向量ꎮ
本研究用 ＥＥＭＤ 对正常状态和松靴状态进行

ＭＥＤ 去噪ꎬ信号经过 ＥＥＭＤ 分解结果如图 ５ 所示ꎮ
由图 ５ 可以看出ꎬ经过 ＥＥＭＤ 分解之后ꎬ每个分

量的冲击特性都得到加强ꎮ 图 ５　 ＭＥＤ 去噪信号经过 ＥＥＭＤ 分解
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４. ４　 数据集分配

实验借助于 ＬａｂＶＩＥＷ 虚拟仪器和 ＮＩ 数据采集系

统ꎬ采集了正常状态和松靴故障模式下的振动信号ꎮ
经过去噪ꎬ将其通过 ＥＥＭＤ 分解为一系列模态分量ꎬ
对前 ５ 个分量再进行 ＳＶＤ 分解ꎬ所以每种模式组成一

个 ２００ × ５ 的特征矩阵ꎬ最终将所有模式数据组合起来

构成一个 ４００ × ５ 特征向量矩阵ꎬ然后赋予相应的模式

标签ꎮ
数据分配与类别标签如表 ２ 所示ꎮ

表 ２　 数据分配与类别标签

数据集 训练数据 测试数据 故障类型 标签

ＤＡＬＬ ３００ １００
正常 １
松靴 ２

４. ５　 实验结果分析

本文所有的计算都是建立在 Ｍａｔｌａｂ Ｒ２０１４ａ 的平

台之上ꎮ 为了能够获得可靠稳定的诊断模型ꎬ减小实

验误差ꎬ本文采用交叉验证法(Ｃｒｏｓｓ￣ｖａｌｉｄａｔｉｏｎ)进行了

２０ 次训练和测试求取均值ꎮ
实验计算结果如表 ３ 所示ꎮ

表 ３　 实验结果分析

特征提取方法 模式识别算法 训练时间 / ｓ 测试精度 / ％ 总体统计 / ％ 测试标准差 节点参数

ＭＥＤ ＋ ＥＥＭＤ
ＢＰ ０. １３５ ７ ８４
ＳＶＭ ０. １５５ ７ ８７
ＥＬＭ ０. ０３１ ３ ９４

８８. ３
０. ２５３ ９ ９３
０. ０９６ ８ １５５
０. ０３２ ６ １３０

ＥＥＭＤ
ＢＰ ０. ０８６ ３ ８３
ＳＶＭ ０. １００ ５ ７９
ＥＬＭ ０. ０２６ ８ ９０

８４
０. ０３９ １ ８５
０. ０４６ ２ １１９
０. ０１９ ４ １００

　 　 该实验结果给出了采用不同的特征提取方法

(ＭＥＤ ＋ ＥＥＭＤꎬＥＥＭＤ) 以及不同的模式识别算法

(ＢＰꎬＳＶＭꎬＥＬＭ)时ꎬ轴向柱塞泵松靴故障的诊断结

果ꎮ 对于任一模式识别算法ꎬ采用 ＭＥＤ ＋ ＥＥＭＤ 的特

征提取方法ꎬ相比于仅通过 ＥＥＭＤ 的特征提取方法ꎬ
可以获得更高的诊断精度ꎮ 对于任一特征提取方法ꎬ
采用 ＥＬＭ 模式识别算法可以获得更高的诊断精度ꎬ同
时 ＥＬＭ 模式识别算法所需的训练时间最短ꎮ

５　 结束语
本文针对用 ＥＥＭＤ 在强噪声环境下对松靴故障

特征提取表现不佳ꎬ通过 ＭＥＤ 对柱塞泵松靴故障振动

信号去噪ꎬ突出了信号的冲击成分ꎬ增强了特征值提取

的准确性ꎬ从而提高了分类精度ꎮ
(１)ＥＥＭＤ 是一种自适应信号分解方法ꎬ其分解

效果相对于 ＥＭＤ 分解可以有效避免冲击性信号引起

的模态混叠ꎬ能够更加准确地反映出故障信息ꎻ
(２)将 ＭＥＤ 和 ＥＥＭＤ 相结合的方法可以有效地

提取出柱塞泵松靴故障特征ꎮ ＥＬＭ 分类器可以有效

地对柱塞泵进行故障诊断ꎮ
本文通过实验验证了所提出的方法可以实现柱塞

泵的松靴微弱故障的更高精度诊断ꎮ
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